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摘  要：金具部件的准确识别是架空输电线路安全巡检的一项关键性基础工作。针对金具目标纹理特征多变、形态复杂

等问题，提出一种耦合置换注意力和可形变卷积的 YOLOv8 模型，用于架空输电线路无人机高分辨率可见光影像金具目

标识别。通过置换注意力捕获通道和像素间的依赖关系，增强模型空间通道特征挖掘能力；耦合可形变卷积网络，精细

挖掘各类金具目标的复杂空间形态特征，实现金具目标的高精度定位；采用基于动态非单调聚焦机制的边界框损失进行

网络模型训练，提高模型的样本学习能力；采用无人机实地采集汕头架空输电线路高分辨率可见光影像作为数据源，构

建金具目标数据集进行实验，并与多种先进的金具目标检测模型进行对比。实验结果表明，所提模型金具目标检测性能

明显优于现有主流方法，在交并比阈值为 0.5 时，平均精度达到 84.4%，所提模型能够快速、高精度识别各类金具目标，保

障输电基础设施的安全维护。
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Abstract： Objectives: The accurate identification of hardware components is a crucial foundational task for 
the safety inspection of overhead transmission lines. This paper proposes a novel YOLOv8 model coupling 
shuffle attention and deformable convolution (YOLOv8-SADC) to address the issues of variable texture 
features and complex shapes of hardware targets, which is used for overhead transmission line hardware ob‐
ject detection based on high-resolution visible images by unmanned aerial vehicles. Methods: The shuffle 
attention is constructed to capture the dependencies between channels and pixels to enhance spatial channels 
feature mining ability of the model. The deformable convolutional network is used to finely mine the com ‐
plex spatial morphological features of various hardware targets to achieve high-precision positioning of hard‐
ware targets. An intersection over union (IoU)-based loss with a dynamic non-monotonic focusing mecha‐
nism based bounding box loss (named Wies-IoU) is adopted for network training to improve sample learning 

基金项目：南方电网公司科技项目（030500KK52220007）；国家自然科学基金（42271386，42171434，42001313）。

第一作者：许国伟，高级工程师，研究方向为输电智能运维与遥感航测大数据应用。1231468@qq.com
通信作者：翟晗，博士，副教授。zhaihan@cug.edu.cn
                  李欣，博士，教授。xli2126@whu.edu.cn

引文格式：许国伟,吴亮,翟晗，等 . 耦合置换注意力和可形变卷积的输电线金具目标检测 [J]. 武汉大学学报（信息科学版）,
2026,51(3):544-556.DOI:10.13203/j.whugis20240409
Citation：XU Guowei, WU Liang, ZHAI Han, et al.A Model Coupled Shuffle Attention and Deformable Convolution for Over‐
head Transmission Line Hardware Object Detection[J].Geomatics and Information Science of Wuhan University,2026,51(3):544-
556.DOI:10.13203/j.whugis20240409



第  51 卷第  3 期 许国伟等：耦合置换注意力和可形变卷积的输电线金具目标检测

ability of the model. Results: The high-resolution visible light images of Shantou overhead transmission 
lines were collected by unmanned aerial vehicles (UAVs) as data sources, and a hardware target dataset 
was constructed for experiments, and compared with several advanced hardware target detection models. 
(1) Comparative analysis was carried out on CPLID, 2511 and self-built datasets, and the CPLID dataset 
included 600 images of normal insulators taken by UAVs; the 2511 dataset uses a blue mat as the back‐
ground, and shoots four types of fittings from multiple angles: insulators, bolt pins, anti-vibration ham ‐
mers, and tension clamps, with a total of 2 511 images. The self-built dataset includes 6 types of fittings in‐
cluding connecting fittings, plate fittings, fan-shaped fittings, triangular fittings, short connecting fittings 
and long fittings, with a total of 516 images and 1 745 labels. Experimental results show that YOLOv8-
SADC has excellent performance on CPLID and 2511 datasets, and can fully adapt to scenarios with sim ‐
ple backgrounds and single object categories. (2) The comparative experimental results show that the target 
detection performance of the proposed model is significantly better than that of the existing mainstream algo‐
rithms, and the mean average precision (mAP) reached 84.4% when the IoU threshold is 0.5, indicating 
that the method demonstrates good robustness to various types of fittings and can effectively detect all kinds 
of fittings. Among them, the mAP50 of the connecting category reached 90.52%, and the mAP50 of the 
long category reached 93.52%, indicating that the method has good detection ability for all kinds of fit‐
tings, especially the rectangular shape of the target fittings. For the sector fittings with small targets and a 
large number of occlusions, the detection accuracy is also improved. (3) There were 116 samples with blue 
sky background, 646 samples with cloud background, 495 samples with buildings as background, and 488 
samples with natural environment as background. There is less interference in the blue sky background, and 
the target characteristics of the fittings are prominent, and it is easy to extract key information. The natural 
environment background is mostly trees and grasslands, and the detection accuracy decreases slightly. The 
cloud texture in the cloudy background may introduce some background interference, resulting in the re‐
duced feature extraction efficiency of the model. There is a certain similarity between the structural charac‐
teristics of the building (such as straight lines, edges, etc.) and the shape of the fittings, which can easily 
lead to false detection. The performance improvement of YOLOv8-SADC varies in different backgrounds, 
with the natural environment and building background being relatively complex, and the detection accuracy 
is significantly higher in simple backgrounds (such as blue sky and cloudy background). Conclusions: YO‐
LOv8-SADC, based on high-resolution visible light images captured by drones, enhances the extraction 
capability of spatial channels features through coupled shuffle attention, and introduces deformable convolu‐
tion to delve deeper into the complex morphological features of metal hardware. Additionally, a Wise-IoU 
loss function based on a dynamic non-monotonic focusing mechanism is employed to optimize localization 
accuracy. Experiments conducted on a drone-acquired dataset along the coastline of Shantou, Guangdong 
demonstrate that this method significantly improves the detection performance of various metal fastener tar‐
gets in complex scenes, effectively ensuring the integrity and detail of recognition results. This represents 
an efficient solution for metal fastener identification.
Key words： hardware object detection； unmanned aerial vehicles； high-resolution visible images； YO‐
LOv8； deformable convolution； shuffle attention

架空输电线路是电力能源传输的基础设施，

其状态稳定是电力系统安全运行的重要保障［1-2］。

随着电网规模的不断扩大和电力设备的不断激

增，电力设备日常安全维护面临更高的要求。金

具作为架空输电线路上广泛应用的金属附件，起

到支撑、固定和连续裸导线及其他导体的作用，

是十分重要的组成部分［3-4］。然而，由于输电线路

通常暴露在野外环境中，金具部件极易受到锈

蚀，导致破损、脱落，严重威胁电力系统的安全稳

定运行［5］。金具检测是金具状态检测的前提和基

础，相较于金具检测，状态检测需要进一步分析

金具的微观细节（如锈蚀程度、表面裂纹等），需

要高分辨率影像和复杂的图像处理，在实际输电

线路维护上，先确定金具位置，快速筛查潜在问
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题，再通过更精细的检查方式进行金具状态检

测。因此，金具部件检测成为输电线路正常运行

的一项关键保障措施，具有十分重要的意义。

传统的金具部件检测主要依靠作业人员攀

爬杆塔方式进行逐个排查，费时费力、效率低下。

随着无人机遥感技术的快速发展，大区域高分辨

率金具影像可以快速获取，其能详细记录金具部

件的形态结构和空间细节信息，为金具部件检测

提供了新的解决途径。近年来，无人机遥感技术

结合人工智能算法成为架空输电线路巡检的研

究热点［6-7］。然而，由于输电线路连接金具结构复

杂、形态多变，如何从无人机获取的高分辨率遥

感影像快速、准确地识别各类金具零部件，成为

困扰架空输电线路巡检的一个难题。

目前，基于机器学习的架空输电线路金具目

标检测已取得一定的进展。例如，考虑到防振

锤、绝缘子等部件均具有特定的圆形边缘，王伟

等［8］提出一种基于边缘提取的目标识别方法，取

得了较好的检测效果。基于金具部件特定的几

何形状，陈晓娟等［9］设计了 Hough 变换的防震锤

检测方法。基于色区的不同，宋伟等［10］利用形态

学处理和 RGB 彩色模型进行防振锤锈蚀检测。

黄乐等［11］通过自适应同态滤波，改进局部方向模

式及卡方距离法，实现弱光条件下的金具识别。

刘进等［12］提出可适应目标多尺度特性并提高

Canny 边缘检测自适应性的“特征簇”目标定位算

法。尽管这些机器学习算法在处理单一金具时

表现较好，但面对复杂背景下多类部件检测时存

在一定的局限性，通常检测精度有限，难以满足

实际架空输电线路金具部件检测需求。

随着人工智能技术的快速发展，深度学习模型

通过层次化特征提取和抽象，表现出强大的信息提

取和非线性拟合能力，并在计算机视觉、模式识别、

目标检测等众多领域得到广泛应用。近年来，基于

深度学习的金具目标检测算法逐渐增多［13-14］。目前，

大多数方法将公共数据集表现良好的目标检测模

型直接迁移到金具目标检测，并加以优化后，取得

了优异的表现。杨罡等［15］提出一种多尺度特征融

合检测算法，用于输电线路关键部件识别，有效提

升了识别效率和精度。ZHAO 等［16］基于卷积神经

网络（convolutional neural network，CNN）模型提取

绝缘子多维特征，并利用支持向量机进行绝缘子状

态检测。赵振兵等［17-18］提出一种嵌入关系模型，有

效提升了小目标金具的检测精度，并基于深度学习

构建了输电线路危险源智能监控系统，能够准确识

别危险源，保障电力系统安全运行。ZHANG 等［19］

提出了一种高分辨率实时探测网络，通过迭代聚合

逐步融合高分辨率影像多级特征，有效提高了输电

线路中金具的检测精度。WANG 等［20］提出一种基

于多尺度几何变换和注意力掩蔽机制的金具检测

方法，利用同源变换从不同视图中获取图像特征，

融合多尺度特征，并利用注意力掩码机制降低模型

复杂度。ZHANG等［21］提出一种基于输电线路知识

推理的端到端螺栓缺陷检测方法，结合位置知识和

属性知识辅助螺栓缺陷分类器推理螺栓缺陷，有效

识别了视觉无法区分的螺栓缺陷。CHEN 等［22］提

出一种结合 YOLOv5 （you only look once version 5）
和 DeblurGANv2 （deblur generative adversarial 
network）目标实时检测网络，有效增强了模型对输

电线路硬件的关注度。WANG 等［23］在 YOLOv5网

络的基础上，采用 K-means聚类算法优化锚框的大

小，通过递归门控卷积提高关键目标的特征提取能

力，有效提高了高压输电线路关键目标缺陷的检测

性能。汤寓麟等［24］使用遗传算法 A+k-means算法

优化检测框，并对损失函数进行改进，从而检测沉

船目标的侧扫声呐。ZHAO 等［25］针对螺栓提出一

种基于位置关系的输电线路螺栓及其缺陷检测方

法，在 Faster R-CNN 中增加空间注意力模块，以候

选区域的相对几何特征为输入，对螺栓及其缺陷的

空间位置关系进行建模，有效提高了检测精度。张

瑞倩等［26］提出一种多尺度空洞卷积的无人机影像

目标检测方法，在现有的目标检测算法的基础上，

增加多尺度的空洞卷积模块，加大视野感知域，提

高网络对无人机影像中的目标分布情况、尺寸差异

等特点的学习能力。张宇等［27］提出了一种基于逐

层特征选择的多层部件模型目标检测算法，通过提

取目标多特征并结合局部判别式模型的建模方法

同样也可用于金具目标检测。

虽然基于深度学习的金具目标检测取得了

一定的进展，但现有模型通常仅关注目标局部信

息，忽略了影像蕴含的丰富背景信息和各金具目

标间的相互关系，在一定程度上限制了检测精

度。此外，金具目标通常存在纹理特征多变、形

态复杂等问题，进一步增加了金具目标检测的挑

战性。针对上述问题，本文以 YOLOv8 网络为基

础，提出一种新颖的耦合置换注意力（shuffle at‐
tention，SA）和可形变卷积的 YOLOv8 模型（YO‐
LOv8 coupled SA and deformable convolution，
YOLOv8-SADC），用于架空输电线路无人机高

分辨率可见光影像金具目标检测。首先，在特征
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提取部分，通过耦合 SA 捕获通道和像素间的相

关性信息，深入挖掘各类金具目标间的相互关

系，生成更具判别性的空 -谱特征。其次，在网络

模型中耦合可形变卷积，灵活建模形态多变的各

类金具目标，提升模型的特征表达能力。然后，

采用基于动态非单调聚焦机制的边界框损失函

数（Wise-IoU(intersection over union))指导模型训

练，平衡高质量锚框和低质量锚框对样本学习的

影响，引导模型充分挖掘各类金具部件特征，实

现复杂场景的金具部件准确识别。

1　方    法

1.1　总体架构

为提高复杂场景的金具目标检测能力，减少

错检、漏检，本文充分考虑金具纹理特征多变、形

态复杂等特点，提出一种耦合 SA 和可形变卷积

的 YOLOv8-SADC，实现复杂环境下无人机高分

辨率可见光影像各类金具部件的准确识别。

YOLOv8-SADC 模型网络总体架构如图 1 所

示。与 YOLOv8 模型［28］类似，YOLOv8-SADC 模

型同样包括4个主要部分：输入部分、Backbone部分、

Neck 部分和 Head 部分。其中，输入部分、Neck 部

分和 Head 部分沿用 YOLOv8 模型的改进，以保持

高效的特征增强和目标预测。在 Backbone部分，考

虑到 YOLOv8模型采用常规卷积进行目标特征提

取，仅关注目标局部信息，忽略了影像蕴含的丰富

背景信息和各金具目标间的相互关系，本文耦合SA
模块，深入挖掘通道间和像素间的依赖关系，增强

模型特征提取能力，以学习判别性更强、更加鲁棒

的空间通道语义特征，更准确地表示各类金具目标。

考虑到金具目标形态结构的不规则性，本文耦合可

形变卷积，深入挖掘复杂多变的各类金具目标的准

确特征表示，提高特征的鲁棒性，避免因形变带来

的漏检和误检。此外，还采用先进的Wise-IoU损失

函数替代常规损失函数 CIoU（complete IoU），指导

整个网络模型的高效学习训练，通过动态非单调聚

焦机制，增强模型的样本学习能力，从而提高各类

金具位置和类别的预测精度。

1.2　SA
传统的 C2f模块虽然通过将输入特征分为两

部分，一部分直接残差连接传递信息，另一部分

经瓶颈块挖掘深层特征，最后融合，在一定程度

上实现了特征的多层次处理，但对于特征之间的

交互和融合主要局限于局部和固定的路径，缺乏

对特征全局关系的充分挖掘和利用。为增强网

络的特征提取能力，本文在 Backbone 部分耦合

SA，并将其嵌入 C2f 模块中。 C2f 模块是 CSP
（cross stage partial）模块的变体之一，通过引入更

少的计算量和参数，实现对特征更精细的处理。

SA 的核心思想是对输入特征图进行打乱操作，

图 1　YOLOv8-SADC 总体架构

Fig.  1　Overall Architecture of YOLOv8-SADC
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然后在打乱后的特征上应用注意力机制，最后再

将特征恢复到原始顺序。通过这种方式，模型能

够打破特征之间的固有位置关系，迫使模型学习

到更具全局性和鲁棒性的特征表示，而不仅仅依

赖于局部的位置信息。

SA 通过置换单元组合空间注意力和通道注

意力，相比传统混合注意力更加高效，是一种非

常轻量的注意力结构［29］。通道注意力用于捕获

通道间的依赖关系，空间注意力用于提取像素间

的相关性信息。通过不同的聚合策略、转换方法

和强化函数，从所有位置聚合相同的特征来强化

原始特征。SA 模块可以有效捕获通道注意力和

空间注意力之间的相关性，将输入按照通道进行

分组，对每组子特征使用置换单元构建通道注意

力和空间注意力。

SA 的结构如图 2 所示，其主要包括 3 个部

分：特征分组、混合注意力和特征聚合。首先，将

输入特征分为多组，每组对应一个子特征，每个

子特征对应一种特定的语义信息。其次，子特征

沿通道维度分为两个分支，一个分支利用通道注

意力获取通道间的依赖关系，另一分支捕获特征

之间的空间依赖生成空间注意力图。然后，将两

分支拼接到一起，同时完成语义和位置信息的捕

获。最后，将各组子特征打乱通道顺序，重新组

合，促进不同子特征之间的交互，确保特征之间

的信息能够充分结合，从而生成与输入特征图维

度相同的输出。

在很多情况下，模型容易过度依赖特征的原

始位置信息，导致对数据的微小变化（如目标的

平移、旋转等）较为敏感，泛化能力受限。SA 的

引入使得网络不再仅仅依据特征的绝对位置来

进行处理和决策，而是更注重特征的内在语义和

全局关系。当面对不同场景的输入数据时，即使

目标的位置发生了变化，经过 SA 处理后的 C2f模
块能够更好地适应这种变化，因为它已经学习到

了不依赖于特定位置的特征表示。例如，在目标

检测任务中，对于同一类目标出现在图像不同位

置的情况，带有 SA 的 C2f模块能够更稳定地提取

出目标的关键特征，从而提高检测的准确性和鲁

棒性，减少因位置变化导致的漏检或误检。SA
机制在 C2f模块中的引入为特征的流动和梯度的

反向传播提供了新的路径和方式。打乱和重组

特征的过程在一定程度上可以缓解梯度消失或

梯度爆炸的问题，使得网络在训练过程中能够更

高效地学习到有用的特征。通过 SA，模型在特

征提取阶段可以实现空间通道信息交互，有效捕

获通道间和像素间的依赖关系，充分挖掘场景信

息和目标间的对应关系，提高特征判别性，获取

复杂多变的各类金具目标的精确特征表达，从而

更加准确地预测各类金具目标的位置和类别，提

高模型的检测精度。

1.3　可形变卷积

金具目标形状结构通常呈现一定的不规则性，

导致传统固定窗口的卷积操作难以准确地捕获形

态各异的金具目标的边缘与结构细节，在一定程度

上导致特征表示不精确、判别性信息丢失等问题，

在很大程度上限制了目标检测的精度。对此，本文

在YOLOv8模型基础上，在特征提取的Backbone部
分引入可形变卷积，构建可变形特征提取模块，以

进一步增强模型的特征提取能力。

传统卷积操作具有固定的感受野和采样位

置，对于具有复杂几何形变的物体（如形状不规

则的物体、因视角变化而产生形变的物体等），难

以准确捕捉其特征。例如，在金具检测任务中，

长方形、正方形、三角形、凹凸不平、金具的形状

多样，传统卷积可能无法很好地适应这些变化，

可 形 变 卷 积 网 络（deformable convolutional net‐
works v2，DCNv2）在处理具有几何形变物体时，

表现出出色的性能［30］。DCNv2 通过在标准卷积

基础上引入可学习的偏移量，使得卷积核能够根

据输入特征的内容自适应地调整采样位置，通过

偏移量来调整卷积核的采样点，从而灵活建模不

同形态金具目标，学习准确的目标特征表示。其

次，通过引入位移增强了感兴趣区域池化的灵活

图 2　置换注意力结构

Fig.  2　Structure of Shuffle Attention
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性，该模型可以对不同形状的候选区域进行更好

的处理。此外，DCNv2 的卷积核不仅可以学习位

置偏移，还可以学习不同采样点的权重，使得卷

积能够聚焦于重要的区域或特征。

基于此，本文将 DCNv2 耦合到 C2f 模块中，

构建可形变卷积特征提取模块（deformable convolu‐
tional network based feature extraction module，DC‐
NFE），以增强模型对各类形态金具目标的适应

能力，其结构如图 3 所示。

具体而言，输入特征首先经过一个普通卷积

块，进行初步特征提取。经过卷积后的特征被分

为两部分，一部分特征依次进入多个 DCNv2 模

块进行处理，这些 DCNv2 模块能够自适应调整

卷积核的位置，从而更好地处理形变特征。另一

部分特征跳过 DCNv2 模块，直接传递到后续模

块。然后，将经过 DCNv2 模块处理的特征与跳

过处理的特征进行特征融合，从而整合普通卷积

和可形变卷积学习得到的互补信息，生成更具判

别性的特征。最后，将融合特征经过一个卷积块

处理进行进一步特征精化和信息整合，生成最终

特征。

一方面，DCNv2的引入增强了 C2f模块对特征

的提取和处理能力，使其能够更好地应对各种复杂

情况；另一方面，C2f模块的结构特点有助于更好地

发挥 DCNv2的优势，例如通过特征的分流和融合，

使得可形变卷积学习到的特征能够在不同分支之

间进行交互和整合，进一步优化特征表示，从而提

升整个网络的性能和效率，使网络在各种视觉任务

中表现更出色。通过在 Backbone 部分嵌入多个

DCNFE，模型可以有效学习复杂多变的各类金具

目标的形态表达，从而提高金具目标的定位精度，

生成更加准确的金具目标检测结果。

1.4　Wise-IoU边界框损失函数

边界框损失函数作为目标检测模型损失函

数的重要组成部分，其直接决定了模型的训练效

果和最终的预测性能。传统边界框损失函数单

纯强化边界框对低质量示例的回归，会导致模型

性能下降。对此，Wise-IoU 损失函数使用离群度

替代 IoU 评估锚框质量，采用梯度增益分配策略

进行动态调整［31］。对于高质量锚框，降低其梯度

增益，避免模型过度关注这些样本；对于低质量

锚框，分配较小的梯度增益，减少其对训练的负

面影响，从而平衡不同质量锚框对模型学习的贡

献。CIoU 虽然考虑了边界框的重叠面积、中心

点距离和宽高比等几何因素，但在某些复杂场景

下对目标的定位精度仍有待提高。例如，当目标

物体存在遮挡、变形或尺度变化较大时，CIoU 可

能无法准确地反映预测框与真实框之间的差异。

Wise-IoU 通过动态调整梯度增益，能够更灵活地

适应不同质量的样本，使模型在训练过程中更加

关注那些对定位精度有重要影响的样本，从而提

高目标的定位精度。例如，在处理小目标或形状

不规则的目标时，Wise-IoU 可以给予这些目标更

多的关注，减少定位误差。基于此，本文采用先

进的 Wise-IoU 损失函数替代常规损失函数 CI‐
oU，指导整个网络模型的高效学习训练，通过动

态非单调聚焦机制，增强模型的样本学习能力。

动态非单调聚焦机制使具有最高梯度增益的边

界框条件处于动态变化中，并用离群度描述锚框

质量，其定义如下：

β = L*
IoU

L̄ IoU
∈ [ 0,+∞ )

（1）
式中，L*

IoU、L̄ IoU 分别表示具有动量 m 的指数移动

值、平均值；β 表示离群度。离群度小意味着锚框

质量高，分配的梯度增益小，以使边界框回归聚

焦到普通质量的锚框上，对离群度较大的锚框分

配较大的梯度增益，利用 β 构造一个非单调聚焦

系数，并将其应用到 LWise‐IoUv1 上：

βLWise‐IoUv3 = γLWise‐IoUv1,γ = β
δαβ - α

（2）
式 中 ，γ 表 示 梯 度 增 益 ，由 超 参 数 α和δ 控 制 ；

LWise‐IoUv1 表示边界框 IoU 为某一指定值时，最高增

益的静态聚焦机制。

图 3　可形变卷积特征提取模块结构

Fig.  3　Architecture of DCNFE
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2　实验结果与分析

2.1　数据集

本文将大疆御 3 无人机搭载的可见光相机实

地拍摄汕头±160 kV 青汇线、±160 kV 塑汇线、

110 kV 莱雄线、110 kV 湾金线、220 kV 汕红甲乙

线和 500 kV 胪祯甲乙线的架空输电线路金具影

像作为数据源，构建金具目标检测数据集，对本

文提出的方法进行实验测试。该无人机具备长

续航、高精度定位、专业级成像传感器、全向避障

及远距离高清图传功能，裸机重量（包含螺旋桨

和实时动态技术模块）约为 951 g，最大起飞重量

为 1 050 g，最 大 起 飞 海 拔 高 度 可 达 6 000 m
（空载飞行），在普通挡位下，最大水平飞行速度

为 15 m/s （54 km/h）；运动挡位下，向前飞行速度

可达 21 m/s （75.6 km/h）。在无风环境下，最长

飞行时间可达 43 min，最长悬停时间约为 37 min，
最大续航里程可达 32 km。配备 4/3 英寸大底

CMOS 传感器，有效像素为 2 000 万，24 mm 等效

焦距，f/2.8 至 f/11 可变光圈，支持机械快门（最高

1/2 000 s）和 RAW 格式拍摄，满足高质量正射影

像和倾斜摄影需求。该传感器获取的高分辨率

遥感影像包含 RGB 三波段影像，大小为 5 280×
3 956 像素。首先针对无人机巡检拍摄到的输电

线路航拍图像进行筛选，去除不包含金具目标或

金具目标在图像中占比极小的图像。然后对所

有图像进行重命名、格式转换和批量入库的操

作，即对筛选后的所有图像批量重命名并转为

JPEG 格式，保证来自不同巡检线的巡检图像格

式统一，便于后期标注。实验使用的数据集包括

连接金具、板状金具、扇形金具、三角金具、短连

接金具和长形金具 6 类金具目标，共 516 张图像，

1 745 个标签。与公共数据集图像不同，航拍输电

线路图像具有背景复杂、金具目标形态多样、尺

度差异大、密集程度高、遮挡现象严重、目标占比

小等特点，其中包含存在锈蚀、损坏等缺陷的金

具样本。蓝天背景的样本 116 个，云背景的样本

646 个，建筑物背景的样本 495 个，自然环境背景

的样本 488 个。

本文选择各类金具的典型场景构建金具目

标数据集，如图 4 所示。利用 LabelImg 平台，通

过目视解译，对影像中的金具进行目标级标注，

得到真实标签数据。在影像中为每个金具目标

绘制边界框，边界框以金具位置作为中心坐标，

依据金具的形状大小确定边界框的宽和高，同时

按照金具常见形态结构对金具目标进行类别划

分，为其分配类别标签。根据巡检需求，本文主

要关注 6 类常见金具，分别为连接金具（边界框用

绿色表示）、板状金具（边界框用浅粉色表示）、扇

形金具（边界框用藕粉色表示）、三角金具（边界

框用紫色表示）、短连接金具（边界框用桃粉色表

示）和长形金具（边界框用黄色表示），生成最终

的 YOLO 格式标签文件。其格式如下：〈object-
class〉〈x_center〉〈y_center〉〈width〉〈height〉，其中

object-class 是目标类别索引，其他 4 个参数是边

界框的位置信息，如图 5 所示。基于构建的金具目

标检测数据集，按照 8∶1∶1 将其 划 分训练集、验证

集、测试集，其样本分布如表 1 所示。

2.2　实验设置

本文提出的 YOLOv8-SADC 模型和使用的

对比方法 Faster R-CNN［32］、SSD［33］、YOLOR［34］、

YOLOv5、YOLOv8、YOLOv10［35］、LiteYOLO-

ID［36］、IDD-YOLO［37］均采用随机梯度下降优化器

对损失函数进行优化，初始学习率设置为 0.01，训
练批次为 16。训练周期上限设为 300，并使用余

弦退火调度策略动态调整学习率。在连续 10 个

周期精度不提升时，启动早停法终止训练。

模型的实现基于 PyTorch 框架［38］，所有实验

在 NVIDIA RTX 3090 GPU 服务器上进行，其显

存为 24 GB。为保证模型的充分训练，提高模型

的泛化能力，本文对数据集进行了多种数据增强

操作，包括随机水平翻转、颜色抖动、缩放、随机

裁剪以及马赛克数据增强。

2.3　评价指标

为综合评估金具目标检测效果，本文采用目视效果

和定量评价两种策略。其中，定量评价使用目标识

别通用指标，即精确率（P）、召回率（R）和单类平均

精确率（average precision，AP）和类平均精度（mean 
average precision，mAP）［39-40］，计算公式如下：

P = N TP

N TP + N FP
×100% （3）

R = N TP

N TP + N FN
×100% （4）

PmAP = ∑
i = 1

C

PAP i
C，PAP i

=∫
0

1

P ( Ri ) dRi （5）

式中，TP（true positive）、FN（false negative）、FP
（false positive）、TN（true negative）由混淆矩阵求得，

分别表示真实为正且预测为正、真实为正但预测为

负、真实为负但预测为正和真实为负且预测为负的

样本；N 表示样本数。P-R 曲线下的面积即为 AP，

用来衡量单类别的
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模型平均精确度，mAP将多个类别的 AP累加后求

平均。mAP50 和 mAP50-95 是目标检测中两种常

用指标，其中，mAP50 指在 IoU 为 0.5 的阈值下的

mAP，mAP50-95 指 IoU 从 0.5~0.95 多阈值下按照

一定步长计算得到的mAP，能更全面反映模型在不

同匹配条件下的检测性能。

2.4　识别结果比较

本 文 进 一 步 在 公 开 数 据 集 上 评 估 了 YO‐
LOv8-SADC 的性能，并与自建的输电线路金具

目标数据集进行了对比分析。与公共金具数据

集相比，本文构建的输电线路金具目标数据集具

有背景复杂、金具目标形态多样、尺度差异大、密

集程度高、遮挡现象严重、目标占比小等特点。

CPLID 数据集［41］包含无人机拍摄的正常绝缘子

图像 600 张，只包含绝缘子一个目标类别；2511 数

表 1　金具目标检测数据集样本分布

Table 1　Sample Distribution of the Hardware Object
Detection Dataset

类型

连接金具

板状金具

扇形金具

三角金具

短连接金具

长形金具

总体

训练集/个
278
159
328
643

73
62

1 745

验证集/个
49
27
44
66

9
7

202

测试集/个
40
20
50
72
14

5
201

图 4　金具目标数据集

Fig.  4　Hardware Target Dataset

图 5　数据集标注结果

Fig.  5　Dataset Annotation Result

551



武  汉  大  学  学  报   （信  息  科  学  版） 2026 年 3 月

据集使用 LabelImg 标注，以蓝色垫子为背景，对绝

缘子、螺栓销钉、防振锤、耐张线夹 4 类金具进行多

角度拍摄的数据集，共 2 511 张图片。本文分别

在 CPLID、2511 和自建金具数据集上进行了性能

比较，见表 2，其中每个数据集包括 YOLOv8 和

YOLOv8-SADC 两种模型训练的结果。

公开数据集 CPLID 仅检测绝缘子这一单一目

标，目标特征较为单一；2511数据集虽然包含 4种金

具目标类型，但其背景为单一的蓝色垫子，环境相

对简单，目标间的区分难度较低；本文自建的数据

集复杂性更高，包括背景复杂、金具目标形态多样、

尺度差异大、密集程度高、遮挡现象严重以及目标

占比小等特点。表2实验结果表明，YOLOv8-SADC
在 CPLID 和 2511 数据集上的性能表现优异，能够

充分适应简单背景和单一目标类别的场景，mAP达

到较高水平。然而，在本文复杂背景和多样目标的

自建数据集上，YOLOv8-SADC模型的优势更加突

出，表现出显著优于传统目标检测模型的检测能力，

尤其是在小目标检测、密集目标区域识别和遮挡目

标定位等方面，检测精度的提升幅度更加显著。

表 2 对比结果充分表明，YOLOv8-SADC 模

型不仅在公开数据集的常规目标检测任务中具

有较强的适用性，还在复杂环境中的高难度检测

任务中表现出了优越的性能，为输电线路金具目

标检测提供了更加可靠的解决方案。

为验证本文方法的有效性，选择 6 种代表性

目 标 检 测 模 型 作 为 对 比 方 法 ，包 括 Faster R-

CNN、SSD、YOLOR、YOLOv5、YOLOv8、YO‐
LOv10 和绝缘子检测网络 Lite-YOLO-ID、IDD-

YOLO，在构建的金具目标检测数据集上进行性

能比较，如表 3 所示。所有方法采用源代码，参数

设置采用推荐设置。从表 3 可以看出，本文提出

的 YOLOv8-SADC 模型取得了最优的定量评价

结果，表明架空输电线路金具目标识别结果中存

在较少的漏检，且对各类金具识别均取得较好结

果。相较于其他方法，YOLOv8-SADC 模型具有

明显优势。由于金具目标在整个场景中占比较

少，因此在准确率方面，本文方法优势并不明显。

但在考虑了类别不均衡性的综合指标 mAP 方

面，本文方法相比于其他方法体现出明显的优

势，表明本文方法能较好地适应复杂场景金具目

标 检 测 任 务 ，可 以 较 好 地 满 足 金 具 识 别 巡 检

需求。

从表 3 也可看出，Faster R-CNN、SSD、Lite-

YOLO-ID 和 IDD-YOLO 在该数据集上表现较差，

绝缘子通常具有较为统一的特征形态，Lite-YOLO-

ID 和 IDD-YOLO 针对绝缘子缺陷进行了优化，但

金具目标包括多种形态和功能，外观复杂且差异显

著，复杂的自然背景也会干扰模型对金具的准确识

别，导致大量漏检，其 mAP50仅为 65% 左右。相比

之下，YOLO 系列模型通过小样本学习显著提升了

金具检测精度，其中，YOLOR 和 YOLOv10取得了

较好的检测效果，mAP相较于LiteYOLO-ID和 IDD-

YOLO 模型均有大幅提升，表明其可以有效减少各

类金具的错检和漏检问题。尤其是YOLOR在三角

金具和短连接金具两个类别取得了最优平均精度。

YOLOv5 和 YOLOv8 模型进一步提升了模型的检

测性能，mPA50均超过 80%，表明其能够较好适应

各类金具目标的检测。然而，这两种方法仍然存在

较多漏检，在一定程度上限制了模型的目标检测性

能。本文提出的 YOLOv8-SADC 模型有效克服了

表 3　各模型金具目标识别结果定量评价/%
Table 3　Quantitative Evaluation of Hardware-Object

Detection Results by Various Models/%

模型

Faster 
R-CNN

SSD
Lite-

YOLO-ID
IDD-

YOLO
YOLOR
YOLOv5
YOLOv8

YOLOv10
YOLOv8-

SADC

mAP
50

64.20

40.57

66.93

62.60

78.75
80.26
80.54
77.92

84.40

AP
连接

71.36

44.71

69.20

72.00

73.52
88.14
88.08
83.30

90.52

板状

78.70

41.02

81.60

71.90

86.21
88.44
83.40
86.38

88.88

扇形

34.05

13.10

31.07

23.10

51.03
53.08
53.54
47.84

57.42

三角

76.02

49.73

71.97

71.70

89.33
84.60
84.30
82.50

87.84

短连接

64.71

35.18

75.67

71.50

94.55
79.46
81.78
77.28

88.26

长形

60.28

59.90

72.07

65.20

77.92
87.90
92.10
90.28

93.52

表 2　3种数据集的实验结果/%
Table 2　Experimental Results on Three Datasets/%

数据集

CPLID

2511

YOLOv8-

SADC 数

据集

训练模型

YOLOv8
YOLOv8-

SADC
YOLOv8
YOLOv8-

SADC
YOLOv8
YOLOv8-

SADC

P

90.23

91.90

96.40

96.63

86.81

86.50

R

95.33

93.50

96.40

96.40

75.98

79.96

mAP50
95.83

96.66

97.03

97.46

80.54

84.40

mAP50-95
82.26

80.13

69.60

69.66

51.90

56.10
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上述问题，进一步提升了各类金具的检测精度，

mPA50 达到 84.40%，表明该方法对各类金具变化

具有较好的鲁棒性，能够有效检测各类金具。其中

连接金具的mAP50达到90.52%，长形金具的mAP50
达到 93.52%。对于金具目标较小、且存在大量遮

挡的扇形金具，同样提升了检测精度，相较于

YOLOv8，YOLOv8-SADC提高了近 4%，相较于其

他方法，优势更加明显，证明了本文方法在复杂场

景金具目标检测中的有效性。

图 6 显示了本文提出的 YOLOv8-SADC 模型

在金具目标数据集上 16个典型场景中的可视化结

果。从图 6可以看出，在各场景中，本文方法均表现

出较好的检测性能，能够更准确地区分金具目标和

非金具背景，误检和漏检较少，对不同类别金具具

有较好的区分度和检测效果，进一步表明了本文方

法的鲁棒性。

为了全面评估 YOLOv8-SADC 在输电线路金

具检测任务中的性能，本文对不同背景下的样本检

测精度进行了实验分析。通过将数据集分为蓝天、

多云、建筑物和自然环境 4种背景，并对每种背景下

的数据进行独立实验，进一步探讨了算法的适用性

和局限性，实验结果如表 4所示。从表 4可以看出，

模型在蓝天背景下的检测性能最佳，mAP50 达到

97.37%。由于蓝天背景干扰少，金具目标特征突出，

易于提取关键信息。数据集中的自然环境背景绝

大多数是树木、草地，检测精度略有下降，mAP50为

84.67%。多云背景下的 mAP50 为 78.43%。这是

由于云层纹理可能引入一定的背景干扰，导致模型

的特征提取效率降低。在建筑物背景下，模型检测

性能进一步下降，mAP50 为 76.63%。建筑物的结

构特征（如直线、边缘等）与金具的形态存在一定相

似性，且建筑物背景复杂多样，包含各种形状、颜色

图 6　YOLOv8-SADC 金具目标检测的可视化结果

Fig.  6　Visualization Results of Hardware Target Detection by YOLOv8-SADC

表 4　不同背景的实验结果/%
Table 4　Experimental Results Under Different

Backgrounds/%

背景

蓝天

多云

建筑

物

自然

环境

训练模型

YOLOv8
YOLOv8-SADC

YOLOv8
YOLOv8-SADC

YOLOv8
YOLOv8-SADC

YOLOv8
YOLOv8-SADC

P

94.63
94.70
86.73
87.33
76.07
86.43
85.20
85.00

R

91.17
91.23
70.40
69.63
65.03
67.57
75.70
79.36

mAP50
96.17
97.37
77.00
78.43
71.33
76.63
80.90
84.67

mAP50-95
66.83
69.83
41.60
42.10
41.90
49.33
54.40
53.97
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和纹理，以及可能存在的阴影、遮挡等情况，容易

导 致 误 检 。 实 验 结 果 表 明 ，YOLOv8-SADC
在不同背景下的性能提升程度有所不同，本文引

入注意力来提高复杂特征的提取能力，自然环境

和建筑物背景相对复杂，性能提升较为显著。在

简单背景（例如蓝天和多云背景）中，检测精度明

显较高，但是模型对金具目标的检测能力提升

有限。

综上所述，本文方法在该数据集中取得了最优

的金具目标检测结果，能够适应复杂场景电力设施

金具目标检测，具有较大的应用潜力。

2.5　消融实验

本文方法以 YOLOv8 网络为骨干，通过耦合

SA 和 DCNFE 提高模型的特征提取和复杂目标

表示能力，并采用 Wise-IoU 指导模型训练，提高

模型的样本学习能力。为验证本文所提各网络

模块的有效性，通过消融实验，对不同网络配置

在构建数据集上进行金具目标检测性能测试，实

验结果如表 5 所示。

从表 5 可以看出，通过耦合 SA，大部分指标

得到了明显提升，其中，mAP50-95 从 51.90% 提

升 至 56.10%，提 升 近 4%；P 和 R 分 别 提 升 约

0.2% 和 2%，mAP50 提高了约 2%，说明通过耦

合 SA，模型可以有效捕获通道和像素间的依赖

关系，提升空间特征的判别性。在此基础上，通

过耦合 DCNFE，大部分指标同样得到了一定的

提升，其中，mAP50提升约1%，P提升了0.17%，R提

升了 0.4%，进一步引入 Wise-IoU，大部分指标得

到 进 一 步 的 提 升 ，其 中 ，R 提 升 了 2.26% ，

mAP50 和 mAP50-95 分 别 提 升 了 1.03% 和

1.33%，说明 Wise-IoU 损失函数可以有效引导模

型训练，平衡不同质量锚框贡献，提高模型对各

类金具目标的定位能力。通过组合上述模块，本

文方法取得了最优的精度，表明了所提方法各模

块的有效性。

3　结    语

本文针对金具目标纹理特征多变、形态复杂

等问题，基于无人机遥感平台，提出一种有效的

耦 合 SA 和 可 形 变 卷 积 的 YOLOv8 模 型（YO‐
LOv8-SADC），用于高分辨率可见光影像金具目

标检测。首先，通过耦合 SA 建立通道和空间之

间的相关性，增强网络模型空间特征提取能力。

其次，构建可形变卷积特征提取模块，深入挖掘

金具目标的复杂形态表示，提升模型对各类金具

目标的判别能力。然后，采用 Wies-IoU 指导模型

训练，增强模型的样本学习能力，提高模型对各

类金具目标的定位能力。最后，利用无人机实地

采集广东汕头沿海地区架空输电线路高分辨率

可见光影像，构建金具目标检测数据集进行实验

验证。结果表明，本文方法相较于其他网络模型

具有明显优势，对复杂场景的适应能力更强，可

以有效保证各类金具目标识别结果的完整性和

细节信息，是一种有效的金具目标识别方法。
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